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НЕЙРОІНФОРМАТИКА ТА ІНТЕЛЕКТУАЛЬНІ СИСТЕМИ
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МЕТРИКИ КАЧЕСТВА ВЫБОРОК ДАННЫХ И МОДЕЛЕЙ
ЗАВИСИМОСТЕЙ, ОСНОВАННЫЕ НА ФРАКТАЛЬНОЙ

РАЗМЕРНОСТИ
Актуальность. Рассмотрена задача автоматизации формирования выборок из исходных выборок большого объема для

построения моделей по прецедентам. Объектом исследования являлась модель качества выборки для построения моделей по
прецедентам.

Цель работы – создание набора показателей для оценки качества выборок, имеющих единую природу, на основе принципов
фрактального анализа.

Метод. Предложен комплекс показателей, позволяющих характеризовать качество подвыборок относительно исходной выборки
с единых позиций на основе принципов фрактального анализа. Предложены методы определения фрактальной размерности выборки,
оперирующие прямоугольными блоками одинакового размера, покрывая ними пространство признаков: не учитывающий
характеристики синтезируемой модели, учитывающий ошибку (точность), синтезируемой модели, а также учитывающий точность
и сложность синтезируемой модели. Наряду с фрактальной размерностью также предложен метод определения показателей качества
выборки на основе принципа массовой размерности применительно к анализу данных. Предложенный метод разбивает пространство
признаков на кластеры одинакового размера и формы. Варьируя размер кластера, метод позволяет получать различные уровни
детализации выборки. Метод позволяет определить центр масс класса в выборке, среднее расстояние между экземплярами кластера,
нормированное среднее отклонение расстояний между экземплярами от их среднего, массу и плотность экземпляров кластера,
объем и площадь поверхности прямоугольного кластера, отношение объема к площади поверхности кластера, средневзвешенную
равномерность расположения экземпляров в кластерах класса, массу и плотность экземпляров класса, средневзвешенную равномерность
расположения экземпляров выборки.

Результаты. Разработанные показатели реализованы программно и исследованы при решении задачи классификации ирисов
Фишера.

Выводы. Проведенные эксперименты подтвердили работоспособность предложенного математического обеспечения и позволяют
рекомендовать его для использования на практике при решении задач диагностирования и автоматической классификации по признакам.
Перспективы дальнейших исследований могут заключаться в создании параллельных методов расчета комплекса предложенных
показателей, оптимизации их программных реализаций, а также экспериментальном исследовании предложенных показателей на
большем комплексе практических задач разной природы и размерности.

Ключевые слова: выборка, фрактальная размерность, метрика качества, кластер, формирование выборок.

НОМЕНКЛАТУРА
Г(x) – гамма-функция;
ε – граничное значение ошибки модели;
κ – определяемый пользователем параметр;

kξ  – средневзвешенная равномерность расположе-
ния экземпляров в кластерах k-го класса;

ξ  – средневзвешенная равномерность расположения
экземпляров выборки;

kρ  – плотность экземпляров k-го класса;
qk ,ρ  – плотность экземпляров q-го кластера k-го класса;

Eρ  – отношение, показывающее ожидание сложнос-
ти отображения;

qk ,σ  – нормированное среднее отклонение расстоя-
ний между экземплярами q-го кластера k-го класса от их
среднего;

qk
s

,υ  – отношение объема шара, ограниченного ги-
персферой, к площади поверхности гиперсферы q-го
кластера k-го класса;

EΩ  – ожидание сложности нейронной сети прямого
распространения;

iΩ  – сложность связей каждой субструктуры сети;
ω – множество настраиваемых параметров модели;

kC  – центр масс k-го класса в выборке;
Ck

j – j-я координата центра масс k-го класса в выбор-
ке;

D – фрактальная размерность выборки;
)(wnetD  – фрактальная размерность данных относи-

тельно точности (ошибки) E синтезированной модели
net при текущем w;

netD  – фрактальная размерность данных относитель-
но точности (ошибки) синтезированной модели;

*netD  – фрактальная размерность модели net;

ED  – фрактальная размерность ожидания сложности
двухслойной сети прямого распространения;

)(kD  – фрактальная размерность k-го класса;

Dc  – корреляционная размерность;
DC – фрактальная размерность сложности связей мно-

гослойной нейросети прямого распространения;
E – критерий качества обучения модели (функция

ошибки);
e – число структурных элементов распознающей

модели;
f – критерий качества модели;
F() – структура модели;
h – число скрытых слоев сети;
Hi – i-й скрытый слой сети;
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j – номер признака
K – число классов;
L – число интервалов, на которые разбиваются диа-

пазоны значений признаков;
l – длина интервала признака или размер гиперкуба;
M – число выходов сети;

kM  – масса экземпляров k-го класса относительно
центров масс его кластеров;

qkM ,  – масса экземпляров q-го кластера k-го класса;
N – число входных признаков или число входов сети;

)(kn  –  число гиперблоков со стороной размером l,
покрывающих k-й класс выборки в пространстве N при-
знаков;

n(l) – число гиперблоков со стороной размером l,
покрывающих выборку;

net(w)   распознающая модель;
ni,q – число экземпляров, попавших в прямоугольный

гиперблок, образованный q-м интервалом i-го признака;
ni,q,k – число экземпляров k-го класса, попавших в

прямоугольный гиперблок, образованный q-м интерва-
лом i-го признака;

opt – условное обозначение оптимума;
qk

sP ,  – площадь поверхности гиперсферы, ограни-
чивающей q-й кластер k-го класса;

q – номер кластера;
Q – число кластеров всех классов;
Qk – число кластеров в k-м классе;
r – единичный радиус кластера;
R – множество расстояний, меньших r;
|R| – мощность множества R;

),(, psR qk  – расстояния между s-м и p-м экземпляра-
ми k-го класса в зоне q-го кластера, отстоящей от центра
k-го класса не более чем на r;

R  – среднее расстояние;
r – радиус отсечения (cut-off radius);
rk – евклидово расстояние между парой точек;
S – число прецедентов;
SE – размер входного и выходного слоев, определяю-

щий структурную сложность модели;
SM – размер выходного слоя нейронной сети прямо-

го распространения;
SN – размер входного слоя нейронной сети прямого

распространения;
),( 1+ii HHS  – суммарное число нейронов в i-м и (i+1)-

м слоях сети;
qk

sV ,  – объем шага, ограниченного гиперсферой q-
го кластера k-го класса;

w – число параметров модели;
X – исходная выборка;
<xs, ys> – s-й прецедент;
xj – j-й признак;
xs

j – значение j-го входного признака для s-го преце-
дента (экземпляра) выборки;

qk
jx ,

max,  – максимальное значение j-го признака для эк-
земпляров принадлежащих к q-му кластеру k-го класса;

minmax , jj xx  – соответственно, максимальное и мини-
мальное значения признака xj;

qk
jx ,

min,  – минимальное значение j-го признака для эк-
земпляров принадлежащих к q-му кластеру k-го класса;

ys – значение выходного признака для s-го прецеден-
та (экземпляра) выборки.

ВВЕДЕНИЕ
При построении моделей принятия решений по пре-

цедентам весьма важной задачей является формирова-
ние выборок данных, поскольку оно позволяет суще-
ственно ускорить процесс обучения модели путем вы-
деления репрезентативной обучающей выборки малого
объема.

Известные методы формирования выборок [1–5], как
правило, представляют собой переборные стратегии и
требуют задания в качестве целевой функции некоторо-
го критерия, характеризующего качество формируемой
подвыборки относительно исходной выборки большого
объема.

Объектом исследования являлась модель качества
выборки для построения моделей по прецедентам.

Ранее автором в [4, 6–9] был предложен комплекс
показателей, образующий модель качества выборки.
Данная модель позволяет характеризовать такие свой-
ства выборки, как компактность, монотонность, нели-
нейность, отделимость классов, повторяемость, полно-
та, противоречивость, равномерность и неравномер-
ность, размерность, разнообразие, репрезентативность,
связанность переменных, сложность, эластичность и др.

Предметом исследования являлись показатели каче-
ства выборок.

Показатели качества выборок, входящие в модель [4,
6–9] имеют разную природу и не позволяют в едином
ключе сравнивать качество выборок. С одной стороны,
это влечет большие затраты времени и памяти на расчет
всего комплекса показателей, а, с другой стороны, это
вызывает сложности в объединении и совместном ис-
пользовании комплекса показателей разной природы.

Поэтому актуальной является задача разработки по-
казателей, позволяющих оценивать качество выборок с
единой позиции.

Одним из перспективных направлений анализа дан-
ных является фрактальный анализ [10–15], ключевым
понятием которого является фрактальная размерность –
коэффициент, описывающий фрактальные структуры
или множества на основе количественной оценки их
сложности как коэффициент изменения в деталях с из-
менением масштаба.

Целью данной работы было создание набора показа-
телей для оценки качества выборок, имеющих единую
природу, на основе принципов фрактального анализа.

1 ПОСТАНОВКА ЗАДАЧИ
Пусть мы имеем исходную выборку X = <x, y> – на-

бор S прецедентов о зависимости y(x), x = {xs}, y={ys},
s = 1, 2, ..., S, характеризующихся набором N входных
признаков {xj}, j = 1, 2, ..., N, и выходным признаком y.
Каждый s-й прецедент представим как <xs, ys>, xs={xs

j},
ys ∈ {1, 2, ..., K}, K>1.
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Тогда задача синтеза модели зависимости y(x) будет
заключаться в определении таких структуры F() и значе-
ний параметров w модели, при которых будет удовлетво-
рен критерий качества модели f(F(), ω, <x, y>)→opt.
Обычно критерий качества обучения нейросетей опре-
деляют как функцию ошибки модели:

min)),((
2
1

1

2 →ω−= ∑
=

S

s

ss xFyE .

Для задач с дискретным выходом ошибку обученной
модели можно характеризовать также формулой:

min),(%100

1
→ω−= ∑

=

S

s

ss xFy
S

E .

В случае, когда исходная выборка имеет большую
размерность, перед построением нейромодели необхо-
димо решить задачу выделения обучающей выборки
меньшего объема: дано: <x, y>, надо: <x′, y′>, x′∈{xs},
y′={ys|xs∈x′}, S′=|y′|, S′<S, f(<x′, y′>, <x, y>)→opt.

Приведенная задача требует определения критерия f,
позволяющего отображать соответствие свойств форми-
руемой подвыборки свойствам исходной выборки.

2 ЛИТЕРАТУРНЫЙ ОБЗОР
Согласно [16] размерность Хаусдорфа-Бесиковича

(Hausdorff – Besicovich dimension) определяется как

⎟
⎠
⎞

⎜
⎝
⎛

≈

l

lnD
1log

))(log( ,

где n(l) – минимальное число гиперкубов размером l,
необходимых для покрытия образа.

Одним из наиболее доступным способов определе-
ния размерности Хаусдорфа-Бесиковича является метод
подсчета (box-counting method) [14, 15], заключающийся
в повторяющемся покрытии фрактального объекта ги-
перкубами равного размера и подсчетом каждый раз
минимального числа гиперкубов, которые содержат точ-
ки образа.

Последовательно уменьшая размер гиперкубов l,
получают набор точек с координатами ( ))(log( ln ,

⎟
⎠
⎞

⎜
⎝
⎛

l
1log ), задающий кривую, наклон которой, определяе-

мый с помощью линейной регрессии, является фрак-
тальной размерностью:

⎟
⎠
⎞

⎜
⎝
⎛

=
→

l

lnD
l 1log

))(log(lim
0

.

Метод Такенса (Takens’ method) [17, 18] используется
для определения корреляционной размерности

1||

1||
1

−

= ⎪⎭

⎪
⎬
⎫

⎪⎩

⎪
⎨
⎧

−= ∑
R

k
krR

Dc ,

где R ={rk| rk < r}, r>0, r задается эвристически.

Общим недостатком рассмотренных методов опре-
деления фрактальной размерности [14–18] является то,
что мощность множества должна удовлетворять нера-
венству N<2log10S, показывающему, что число точек
данных S, необходимых для точного оценивания размер-
ности N-мерного множества должно быть как минимум

210
N

. Даже для множеств малого объема это приводит к
большим значениям N.

Также фрактальную размерность в [19] предлагается
характеризовать соотношениями «масса-радиус», «пе-
риметр-площадь», «площадь-объем». Однако предло-
женные показатели [19] определены для двумерных гра-
фических изображений и неприменимы для многомер-
ных выборок данных.

Для нейросетевых моделей, обученных по прецеден-
там, в [20] предложен ряд способов определения фрак-
тальной размерности.

Фрактальная размерность ожидания сложности двух-
слойной сети прямого распространения определяется
как

⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
γ

Ω
=

E

E
ED

1log

)log( ,

где EEE S)1( κρ+=Ω , 
),min(
),max(

MN

MN
E SS

SS
=ρ , SE=SN+SM,

κ >0, 
EE ρ

+=
γ

111  – соотношение, используемое для за-

дания собственной шкалы измерений, принимая во вни-
мание возможность Eρ =1 такую, что log( Eγ ) =0 , если

Eγ = Eρ .
Фрактальная размерность сложности связей много-

слойной нейросети прямого распространения DC  опре-
деляется как сумма фрактальных размерностей всех суб-
структур сети:

∑
+

=
⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
γ

Ω
=

1

1 1log

logh

i

i

i
CD ,

где 1≤i≤h+1: ),( 1
)1(

+
κΡ+=Ω

ii HHii S ,

{ }
MN

HS ijH

i

j

+

Ω∈

=Ρ
∑ |)(

, iγ  изменяется на 
ii Ρ

+=
γ

111  с

учетом возможности iΡ =1, так, что log( iγ )=0, если iγ = iΡ .
Для создания структуры нейросети фрактальная раз-

мерность сложности связей Dc не может быть меньше ее
фрактальной размерности ожидания сложности DE, т.е.
Dc ≥DE  . Когда Dc ≈ DE установленная структура сети мо-
жет считаться оптимальной.

Особенностью рассмотренных известных методов
определения фрактальной размерности является то, что
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размерность выборки и размерность модели, построен-
ной на ее основе, определяются без связи друг с другом.
Это ограничивает их практическое применение. Поэтому
необходимо разработать методы оценивания фракталь-
ной размерности, позволяющие характеризовать свойства
выборки и свойства обученной модели по выборке.

3 МАТЕРИАЛЫ И МЕТОДЫ
Экземпляры выборки можно представить как точки

в пространстве признаков. Тогда кластеры будут соот-
ветствовать компактным областям в пространстве при-
знаков, которые будут объединяться в классы. Кластеры
можно описывать различными геометрическими фигу-
рами. Фрактальный анализ выборки в пространстве при-
знаков можно осуществить, задав элементарную форму
для выделения кластеров и варьируя размер кластера для
разбиения выборки на фрагменты.

Для анализа фрактальной размерности выборки пред-
лагается использовать следующий метод.

Этап инициализации. Задать обучающую выборку
<x,y> и L.

Этап нормирования выборки. Если значения призна-
ков ненормированы, то их следует пронормировать, ото-
бразив на интервал [0, 1]:

minmax

min
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Этап кластеризации. Разбить диапазон значений каж-
дого признака на L интервалов длиной l:

L
l 1

= .

Сформировать кластеры как прямоугольные блоки
на пересечении интервалов разных признаков.

Этап анализа данных. Определить число экземпляров,
попавших в каждый прямоугольный гиперблок, образо-
ванный интервалами признаков ni,q

Определить число экземпляров k-го класса, попав-
ших в каждый прямоугольный гиперблок, образованный
интервалами признаков ni,q,k

Определить число гиперблоков со стороной разме-
ром l, покрывающих k-й класс выборки в пространстве
N признаков
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Определить число гиперблоков со стороной размером
l, покрывающих выборку в пространстве N признаков
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Этап определения фрактальной размерности. Опре-
делить при заданном l фрактальную размерность k-го
класса, k= 1, 2, ..., K:
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Определить фрактальную размерность выборки при
заданном l:
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Данный метод оперирует прямоугольными блока-
ми одинакового размера, покрывая ними пространство
признаков. Единственным управляемым параметром
метода является задаваемое число интервалов L, на ко-
торые разбиваются диапазоны значений признаков. Оче-
видно, что число кластеров Q ≥ K, а Q=LN, причем для
каждого признака L ≥2. Для обеспечения обобщающих
свойств кластеров введем ограничение Q ≤NS. Таким
образом, получим: K ≤LN ≤NS, L ≥ 2. Прологарифмиру-
ем: log(K)≤Nlog(L)≤ log(NS) и после преобразований
получим: 2L. Заметим, что минимальным шагом для
варьирования значений L является 1. Если значение вер-
хнего предела  оказывается меньше 2, то его можно за-
менить на S. Это связано с тем, что на оси каждого при-
знака будет не более чем S точек и разбиение их на более
чем S интервалов, очевидно, будет приводить к возник-
новению пустых интервалов. При больших значениях N
задание числа разбиений порядка S по каждому призна-
ку приведет к выделению огромного числа блоков по-
рядка SN, что сделает вычисления крайне трудоемкими,
а в ряде случаев и практически не реализуемыми. По-
этому рационально в этом случае ограничить значение
верхнего предела  значений L величиной порядка
round(lg(S)), где roung – функция округления к ближай-
шему целому числу.

Определение показателя D при малых значениях L
потребует больших затрат вычислительных ресурсов и
ресурсов памяти ЭВМ, чем при больших значениях L.
Однако точность анализа для малых значений L будет ниже,
в то время как уровень обобщения будет выше, чем для
больших значений L.

Достоинством предложенного метода и определяе-
мого на его основе показателя качества выборки являет-
ся то, что они не зависят от метода синтеза модели и
результатов его работы и позволяют оценивать свойства
отдельно взятой выборки.

Недостатками предложенного метода является нео-
пределенность в выборе значения параметра L, а также
отсутствие связи метода с качеством синтезируемой
модели.

Для устранения отмеченных недостатков предлагается
использовать метод определения фрактальной размерности
входного множества для обучения распознающей модели.

Этап инициализации. Задать обучающую выборку
<x,y>, метод синтеза модели, критерий качества обуче-
ния модели как функцию ошибки E, а также максималь-
но приемлемое значение ошибки ε.

Этап нормирования выборки. Если значения призна-
ков ненормированы, то их следует пронормировать, ото-
бразив на интервал [0, 1].

Этап формирования и анализа разбиения данных.
Последовательно измення значение L = 2, ..., S:

– определить длину интервала l;
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– квантовать признаки выборки, разбив диапазоны
их значений на L интервалов;

– определить  число гиперблоков со стороной разме-
ром l, покрывающих выборку в пространстве N призна-
ков, n(l);

  построить распознающую модель net c помощью
заданного метода, минимизируя функцию ошибки E до
достижения приемлемого уровня ε ;

  оценить ошибку E построенной распознающей мо-
дели net.

Этап определения фрактальной размерности. Для всех
l, для которых ошибка модели является приемлемой,
определить фрактальную размерность данных относи-
тельно точности (ошибки) синтезированной модели:
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Данный метод оперирует прямоугольными блока-
ми одинакового размера, покрывая ними пространство
признаков. Единственным управляемым параметром
метода является задаваемое граничное значение ошиб-
ки ε  модели. Очевидно, что чем меньше будет заданноее
ε , тем более детальной должна быть модель, то есть по-
требуется выделить большее число кластеров Q, а, сле-
довательно, и большим будет число L. Соответственно, с
уменьшением заданного ε  будут возрастать затраты
вычислительных ресурсов и ресурсов памяти ЭВМ на
анализ выборки.

Достоинством предложенного метода и определяе-
мого на его основе показателя качества выборки являет-
ся то, что они связаны с показателем качества синтези-
руемой модели, а также в автоматическом режиме уста-
навливает оптимальное значение параметра L.

Недостатками предложенного метода является нео-
пределенность в выборе значения параметра ε, а такжее
его зависимость от качества обучения и принципов фун-
кционирования модели, по которой он определяется.
Также следует отметить, что функция ошибки, исполь-
зуемая в методе, является лишь одной из характеристик
синтезируемой модели, но не учитывает ее размерность
и обобщающие свойства.

Поэтому фрактальную размерность обученной мо-
дели предлагается определять на основе изложенного
ниже метода, учитывающего размерность модели.

Размерность модели – число величин, представляю-
щих в модели параметры и характеристики. Для распоз-
нающей модели оценим размерность числом ее парамет-
ров w и числом структурных элементов e. Для разных
типов моделей эти величины могут существенно отли-
чаться. Однако, как правило, w зависит от e, причем w>>e.
Поэтому предлагается для оценки размерности распоз-
нающей модели ограничимся числом ее параметров w.

Определим максимальное допустимое с точки зре-
ния обобщения значение w как размерность входа обу-
чающего множества wmax= NS, а минимально допусти-
мое значение wmin >0.

Этап инициализации. Задать обучающую выборку
<x,y>, метод синтеза модели, критерий качества обуче-
ния модели как функцию ошибки E, а также максималь-
но приемлемое значение ошибки ε . Задать w = wmax.

Этап нормирования выборки. Если значения призна-
ков ненормированы, то их следует пронормировать, ото-
бразив на интервал [0, 1].

Этап формирования и анализа разбиения данных.
Последовательно измення значение L = 2, ..., S:

– определить длину интервала l;
– квантовать признаки выборки, разбив диапазоны

их значений на L интервалов;
– определить  число гиперблоков со стороной разме-

ром l, покрывающих выборку в пространстве N призна-
ков, n(l);

  построить распознающую модель net(w) с помощью
заданного метода, минимизируя функцию ошибки E до
достижения приемлемого уровня ε;

  оценить ошибку E построенной распознающей мо-
дели net.

Этап минимизации сложности модели. Найти мини-
мальное l при котором точность построенной модели
net(w) является приемлемой. Последовательно изменяя
значения w = wmin, ...., wmax построить модель net(w) с по-
мощью заданного метода, минимизируя функцию ошиб-
ки E до достижения приемлемого уровня ε.

Для всех w, для которых ошибка модели является при-
емлемой, определить фрактальную размерность данных
относительно точности (ошибки) синтезированной мо-
дели при текущем w:
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Для Dnet(w)>0 определить такое минимальное w, при
котором при минимальном L ошибка модели E будет
приемлемой:
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Данный метод оперирует прямоугольными блока-
ми одинакового размера, покрывая ними пространство
признаков. Управляемыми параметрами метода являет-
ся задаваемое граничное значение ошибки ε модели, а
также число параметров модели w. Очевидно, что чем
меньше будет значение w, тем выше может быть уро-
вень обобщения модели, однако и тем будет сложнее
построить модель с требуемой точностью ε.
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Наряду с фрактальной размерностью также возмож-
но рассмотреть принцип массовой размерности приме-
нительно к анализу данных.

Рассмотрим разбиение признакового пространства
на компактные области – кластеры одинакового разме-
ра и формы. Каждый кластер будет содержать близко
расположенные экземпляры, обладающие подобными
характеристиками (значениями описательных призна-
ков). Очевидно, что варьируя размер кластера, мы полу-
чим различные уровни детализации выборки. Опреде-
лим допустимый диапазон варьирования числа класте-
ров. Поскольку каждый класс может быть представлен в
пространстве признаков не менее, чем одним кластером,
то нижняя граница числа кластеров не может быть мень-
ше числа классов. С другой стороны, при числе класте-
ров большем, чем число экземпляров в выборке, полу-
чим большое число пустых кластеров. Таким образом,
K ≤ Q ≤ S.

Также, очевидно, что размерность описания класте-
ров не должна превышать размерность исходной выбор-
ки. Размерность исходной выборки оценим как NS, а
каждый кластер будет описываться центром в N-мерном
пространстве признаков и радиусом по оси каждого при-
знака. Если считать все признаки предварительно про-
нормированными, а кластеры – одного размера и фор-
мы, то описание кластера будет иметь размерность N+1.
Следовательно, (N+1)Q ≤ NS ⇒ Q ≤ NS/(N+1). Посколь-ль-
ку N>1, то K ≤ Q ≤ S ≤ NS/(N+1).

Очевидно, что при большом числе экземпляров в
исходной выборке придется рассматривать большое
число кластеров, что приведет к существенным затра-
там времени. Поэтому предлагается метод, позволяю-
щий выделять минимизировать число анализируемых
кластеров, последовательно наращивая их по необходи-
мости.

Этап инициализации. Задать выборку <x, y>. Задать
единичный радиус r.

Этап анализа классов. Для каждого класса k=1,2,...,K:
– найти центр масс k-го класса Ck={Ck

j} среди всех
имеющихся в выборке экземпляров данного k-го класса:
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1 ,  j = 1,2,...,N;

– установить номер текущего кластера k-го класса
q=1.

– выполнить этап анализа q-го кластера.
Этап анализа q-го кластера:
– если текущий кластер оказался пустым (не содержа-

щим экземпляров k-го класса), то принять в качестве
центра текущего кластера самый удаленный от текущего
центра экземпляр того же класса;

– в зоне, отстоящей от центра k-го класса не более
чем на r, найти расстояния между экземплярами соот-
ветствующего класса:
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– определить среднее расстояние:
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– определить нормированное среднее отклонение
расстояний между экземплярами от их среднего:

( )∑ ∑
= = ⎪⎭

⎪
⎬
⎫

⎪⎩

⎪
⎨
⎧

=≤
⎭
⎬
⎫

⎩
⎨
⎧

=≤−=σ
S

s

sqks
S

p

pqkpqkqk kyrCxRkyrCxRRpsR
r 1

,

1

,2,, ,),(,),(),(1 .

Значение показателя будет находиться в диапазоне [0,
1]. Чем меньше будет значение показателя, тем равно-
мернее расположены экземпляры класса в кластере;

– определить массу экземпляров кластера:
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– определить плотность экземпляров кластера:
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– определить площадь поверхности гиперсферы раз-
мерности N для q-го кластера k-го класса:
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– определить объем N-мерного шара, ограниченно-
го гиперсферой размерности N для q-го кластера k-го
класса:
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– определить отношение объема к площади поверх-
ности кластера:
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– удалить из рассмотрения экземпляры соответству-
ющего q-го кластера k-го класса. Если среди оставшихся
экземпляров в выборке все еще имеются экземпляры
k-го класса, то положить q=q+1, скорректировать значе-
ние Sk, принять:
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перейти к этапу анализа q-го кластера; в противном слу-
чае – вернуть исходное значение Sk и перейти к этапу
анализа выборки.

Этап анализа выборки. Для k=1, 2, ..., K определить:
– средневзвешенную равномерность расположения

экземпляров в кластерах класса
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Значение показателя будет находиться в диапазоне [0,
1]. Чем меньше будет значение показателя, тем равномер-
нее расположены экземпляры класса в его кластерах;

– массу экземпляров класса относительно центров
масс его кластеров:
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– плотность экземпляров класса:

k

k
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После чего определить средневзвешенную равномер-
ность расположения экземпляров выборки:
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Значение показателя будет находиться в диапазоне [0,
1]. Чем меньше будет значение показателя, тем равномер-
нее расположены экземпляры класса в его кластерах.

Предложенный метод позволяет определить комплекс
показателей, характеризующие свойства кластеров, клас-
сов и выборки в целом.

4 ЭКСПЕРИМЕНТЫ
Для исследования комплекса предложенных показа-

телей выборок и моделей, основанных на фрактальной
размерности, они были программно реализованы. Раз-
работанное программное обеспечение использовалось
для проведения вычислительных экспериментов по ис-
следованию применимости предложенных показателей
на примере решения задачи автоматической классифи-
кации ирисов Фишера по признакам [21], выборка дан-
ных для которой визуализирована на рис. 1.

5 РЕЗУЛЬТАТЫ
В результате проведенных экспериментов для задачи

классификации ирисов Фишера оценка фрактальной
размерности выборки составила D = 0,59034, а оценки
фрактальных размерностей классов: D(1) = 0,68223,
D(2) = 0,6212, D(3) = 0,53407. Графики зависимостей от l–1 в
логарифмической системе координат для всей выборки
и классов приведены на рис. 2а и 2б, соответственно. На
рис. 2б разные классы кодируются маркерами разных
размеров.

На рис. 3 приведены схематические графики зависи-
мостей n(l) выборки от l–1 в логарифмической системе
координат для разных заданных значений ε  и получае-
мых значений E (рис. 3а), а также размерностей форми-
руемой выборки S’ и N’ (рис. 3б).

Ширина
лепестков

Длина
лепестков

Длина
чашелистика

Ширина
чашелистика

Рисунок 1 – Визуализация выборки данных ирисов Фишера  для
разных классов: красный –    рис щет  нистый (Iris  setosa),
зеленый – Ирис разноцветный (Iris versicolor), синий – Ирис

виргинский (Iris virginica) (Источник – https://
upload.wikimedia.org/wikipedia/commons/thumb/5/56/

Iris_dataset_scatterplot.svg/1024px-
Iris_dataset_scatterplot.svg.png)

И́ и́ 
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Рисунок 2 – Графики зависимостей от l–1 в логарифмической системе координат:

а – n(l) выборки, б – n(l) классов
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Рисунок 3 – Схематические графики зависимостей от l–1 в логарифмической системе координат:
а – n(l) выборки, б – n(l) классов

На рис. 4 изображены графики зависимостей: kξ  от r

(рис. 4а), kρ  от r (рис. 4б), Mk от r (рис. 4в), kυ  от r

(рис. 4г), ξ  от r (рис. 4д) в логарифмической системе
координат. На рис. 4а–рис. 4г разные классы кодируются
маркерами разных размеров. В табл. 1 приведены  рас-
считанные фрактальные размерности классов и выбор-
ки, зависящие от r.

6 ОБСУЖДЕНИЕ
Проведенные эксперименты подтвердили работоспо-

собность предложенных методов и реализующих их про-
граммных средств.

Как видно из рис. 2 и рис. 4, а также табл. 1, предло-
женные показатели фрактальной размерности на осно-
ве подсчета попаданий в блоки и соотношений масса-
радиус позволяют хорошо показать различия между
классами. Эти показатели можно использовать в мето-
дах формирования выборок, определяя критерии каче-

ства формируемых подвыборок на основе предложен-
ных показателей фрактальной размерности. Если фор-
мируемая подвыборка или ее классы по показателям
фрактальной размерности существенно отличаются от
аналогичных показателей исходной выборки, то возмож-
но, что полученная выборка не обладает репрезентатив-
ностью относительно исходной выборки. Также при срав-
нении нескольких подвыборок-кандидатов предложен-
ные показатели могут использоваться как меры их
качества: из подвыборок-кандидатов следует отдавать
предпочтение той, которая будет иметь показатели фрак-
тальной размерности, наиболее близкие по значениям к
показателям исходной выборки.

Как видно из рис. 3, изменение заданных составляю-
щих размерности формируемой подвыборки (числа
признаков N′ и числа экземпляров S′), а также E и ε
влияют на положение прямой, соединяющей точки за-
висимости n(l).
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Метка класса Показатель фрактальной 
размерности 

1 2 3 

Выборка 

ξ ( kξ ) 
–0,7606 –0,5530 –0,4203 –0,6338 

kρ  
–0,4990 –0,6290 –0,7407 – 

Mk –0,4990 –0,6290 –0,7407 – 
kυ  

–0,2243 –0,4715 –0,5789 – 

Таблица 1 – Фрактальные размерности классов и выборки

ЗАКЛЮЧЕНИЕ
В работе рассмотрена актуальная задача автоматиза-

ции формирования выборок из исходных выборок боль-
шого объема для построения моделей по прецедентам.

Научная новизна полученных результатов заключа-
ется в том, что впервые предложен комплекс показате-
лей, позволяющих характеризовать качество подвыборок
относительно исходной выборки с единых позиций на
основе принципов фрактального анализа.

Предложены методы определения фрактальной раз-
мерности выборки, оперирующие прямоугольными
блоками одинакового размера, покрывая ними простран-
ство признаков: не учитывающий характеристики синте-
зируемой модели, учитывающий ошибку (точность),
синтезируемой модели, а также учитывающий точность
и сложность синтезируемой модели.

Наряду с фрактальной размерностью также предло-
жен метод определения показателей качества выборки
на основе принципа массовой размерности примени-
тельно к анализу данных. Предложенный метод разбива-
ет пространство признаков на кластеры одинакового раз-
мера и формы. Варьируя размер кластера, метод позво-
ляет получать различные уровни детализации выборки.
Метод позволяет определить центр масс класса в выбор-
ке, среднее расстояние между экземплярами кластера,
нормированное среднее отклонение расстояний между
экземплярами от их среднего, массу и плотность экзем-
пляров кластера, объем и площадь поверхности прямо-
угольного кластера, отношение объема к площади по-
верхности кластера, средневзвешенную равномерность
расположения экземпляров в кластерах класса, массу и
плотность экземпляров класса, средневзвешенную рав-
номерность расположения экземпляров выборки.

Практическая ценность полученных результатов со-
стоит в том, что разработанные показатели реализованы
программно и исследованы при решении задачи клас-
сификации ирисов Фишера.

Проведенные эксперименты подтвердили работоспо-
собность предложенного математического обеспечения
и позволяют рекомендовать его для использования на
практике при решении задач построения моделей по
прецедентам.

Перспективы дальнейших исследований могут заклю-
чаться в создании параллельных методов расчета комплек-
са предложенных показателей, оптимизации их программ-
ных реализаций, а также экспериментальном исследова-
нии предложенных показателей на большем комплексе
практических задач разной природы и размерности.
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Україна
МЕТРИКИ ЯКОСТІ ВИБІРОК ДАНИХ І МОДЕЛЕЙ ЗАЛЕЖНОСТЕЙ, ЗАСНОВАНІ НА ФРАКТАЛЬНІЙ РОЗМІРНОСТІ
Актуальність. Розглянуто задачу автоматизації формування вибірок з вихідних вибірок великого обсягу для побудови моделей за

прецедентами. Об’єктом дослідження є модель якості вибірки для побудови моделей за прецедентами.
Мета роботи – створення набору показників для оцінки якості вибірок, що мають єдину природу, на основі принципів фракталь-

ного аналізу.
Метод. Запропоновано комплекс показників, що дозволяють характеризувати якість підвибірок відносно вихідної вибірки з єдиних

позицій на основі принципів фрактального аналізу. Запропоновано методи визначення фрактальної розмірності вибірки, що оперують
прямокутними блоками однакового розміру, покриваючи ними простір ознак: такий, що не враховує характеристики синтезованої
моделі, такий, що враховує помилку (точність) синтезованої моделі, а також такий, що враховує точність і складність синтезованої
моделі. Поряд із фрактальною розмірністю також запропоновано метод визначення показників якості вибірки на основі принципу
масової розмірності стосовно до аналізу даних. Запропонований метод розбиває простір ознак на кластери однакового розміру і
форми. Варіюючи розмір кластера, метод дозволяє одержувати різні рівні деталізації вибірки. Метод дозволяє визначити центр мас
класу у вибірці, середню відстань між екземплярами кластера, нормоване середнє відхилення відстаней між екземплярами від їхнього
середнього, масу і щільність екземплярів кластера, обсяг і площу поверхні прямокутного кластера, відношення обсягу до площі
поверхні кластера, середньозважену рівномірність розташування екземплярів у кластерах класу, масу і щільність екземплярів класу,
середньозважену рівномірність розташування екземплярів вибірки.

Результати. Розроблені показники реалізовані програмно і досліджені при вирішенні задачі класифікації ірисів Фішера.
Висновки. Проведені експерименти підтвердили працездатність запропонованого математичного забезпечення і дозволяють реко-

мендувати його для використання на практиці при вирішенні задач діагностування й автоматичної класифікації за ознаками. Перспек-
тиви подальших досліджень можуть полягати в створенні послідовних методів розрахунку комплексу запропонованих показників,
оптимізації їхніх програмних реалізацій, а також експериментальному дослідженні запропонованих показників на більшому комплексі
практичних задач різної природи і розмірності.

Ключові слова: вибірка, фрактальна розмірність, метрика якості, кластер, формування вибірок.
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THE FRACTAL DIMENSION BASED QUALITY METRICS OF DATA SAMPLES AND DEPENDENCE MODELS
Context. The problem of automating the sampling of the original sample a large amount for the construction of models precedent. The

object of the study was to model quality samples to build the models precedents.
Objective. The goal of the work is the creation of a set of indicators to assess the quality of samples having a single nature, based on the

principles of fractal analysis.
Method. A set of indicators is proposed to characterize the quality of the subsample with respect to the original sample with one point of

view on the basis of the principles of fractal analysis. The methods of sample fractal dimension evaluation are proposed. They operating with
rectangular blocks of equal size and covering by them the feature space. They are method not taking into account the characteristics of the
synthesized model, method taking into account the error (accuracy) of synthesized model and method taking into account accuracy and
complexity of the synthesized model. Along with the fractal dimension it is also provided a method for determining the sample quality
indicators based on the principle of mass dimension with regard to data analysis. The proposed method divides the feature space on clusters of
the same size and shape. The method allows obtaining different levels of sampling detail varying the size of the cluster. The method allows to
determine the masses of the class center in the sample, the average distance between instances of the cluster, the normalized mean deviation
of the distance between instances of their average mass and density of the instances of the cluster, the volume and surface area of rectangular
cluster ratio of volume to surface area of the cluster, the weighted average of evenness of instances location in the clusters of a class, the mass
and density of instances of the class, the weighted average of sample instances location.

Results. The developed indicators have been implemented in software and investigated for solving the problems of Fisher’s Iris classification.
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Conclusions. The conducted experiments have confirmed the proposed software operability and allow recommending it for use in
practice for solving the problems of diagnosis and automatic classification on the features. The prospects for further research may include the
creation of parallel methods for calculation of set of proposed indicators, the optimization of their software implementations, as well as a
experimental study of proposed indicators on more complex practical problems of different nature and dimensionality.

Keywords: sample, fractal dimension, quality metric, cluster, sample formation.
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