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AННОТАЦИЯ 
Актуальность. Для принятия решений в технических приложениях, как правило, необходимо обладать моделью, позво-

ляющей прогнозировать состояние управляемого объекта или процесса. Объектом исследования является процесс построе-
ния моделей зависимостей по прецедентам. Предметом исследования являются методы построения количественных зави-
симостей по прецедентам на основе кластер-регрессионной аппроксимации. 

Цель работы – упрощение моделей кластер-регрессионной аппроксимации путем косвенной реализации кластер-
анализа в процессе построения модели. 

Метод. Предложен метод древовидной кластер-регрессионной аппроксимации, который для заданной обучающей вы-
борки строит дерево для иерархической кластеризации экземпляров, листовые узлы которого соответствуют кластерам, для 
каждого кластера строит частную модель зависимости по экземплярам обучающей выборки, попавшим в кластер, стремясь 
обеспечить наименьшую сложность модели, и использует набор наиболее информативных признаков наименьшей длины. 
Это позволяет обеспечить приемлемую точность модели, высокие уровни интерпретабельности и обобщения данных, сни-
зить сложность модели, упростить ее реализацию при последовательной организации вычислений. 

Результаты. Разработано программное обеспечение, реализующее предложенный метод древовидной кластер-
регрессионной аппроксимации. Разработанный метод и реализующее его программное обеспечение исследованы при реше-
нии практических задач прогнозирования. Проведенные эксперименты подтвердили работоспособность разработанного 
математического обеспечения и позволяют рекомендовать его для использовании на практике. 

Выводы. В отличие от традиционных методов построения регрессионных моделей, строящих модель на основе функ-
ции, единой для всего признакового пространства формы,  предложенный метод формирует иерархическую комбинацию 
частных моделей. В отличие от известных методов построения деревьев регрессии, листовые узлы которых содержат усред-
ненные значения выходного признака для кластеров, предложенный метод формирует дерево, состоящее из частных моде-
лей для кластеров, что позволяет обеспечить большую точность модели.  

КЛЮЧЕВЫЕ СЛОВА: моделирование, кластер-регрессионная аппроксимация, оценивание, деревья решений, регрес-
сионный анализ. 

 
АББРЕВИАТУРЫ 

AIC – Akaike’s Information Criterion. 
 

НОМЕНКЛАТУРА 
ε  – заданное максимально допустимое значение 

ошибки для всей выборки; 
qψ  – нелинейная функция активации для персеп-

трона q-й модели; 
),(, iq ηψ  – функция активации i-го нейрона η -го 

слоя нейросети q-й модели; 
Cq – центр q-го кластера; 
Cq

j – координата центра q-го кластера по j-му при-
знаку; 

E – функция ошибки модели; 
Eq – ошибка частной q-й модели; 
F – критерий качества модели; 
f – структура модели; 
fq – частная модель-функцию q-го кластера; 

ICI  – интегральный информационный критерий; 

QI  – интегрированный показатель качества модели; 

interp.I  – интерпретабельность модели; 

),η(
interp.

iI  – интерпретабельность узла; 

genI  – коэффициент обобщения модели; 

certI  – показатель уверенности модели в прини-
маемом решении; 

),( yxI j
q – индивидуальная информативность j-го 

признака по отношению к выходному признаку y для 
экземпляров q-го кластера; 

q
certI  – уверенность q-й частной модели в прини-

маемом решении; 
M – число слоев модели; 

),η( in – сложность функции i-го узла η -го слоя 

модели; 
N – число признаков, характеризующих экземпля-

ры выборки; 
N′ – числом используемых в модели признаков; 
Nn – число функциональных узлов модели (для 

нейросетей – число нейронов, для дерева регрессии – 
число узлов); 

Nw – число настраиваемых параметров модели; 
Nw=0 – число настраиваемых параметров модели, 

равных нулю; 
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max
wN  – максимально возможное число настраи-

ваемых параметров модели; 
),η( iN  – число входов у i-го узла η -го слоя модели; 

),η( i
wN  – число настраиваемых параметров i-го узла 

η -го слоя модели; 

1,qN  – число нейронов в первом слое нейросети q-
й модели; 

qs – номер кластера, к которому относится s-й эк-
земпляр; 

Q – число кластеров; 
),( qs CxR  – расстояние от экземпляра xs до центра 

q-го кластера; 
S – число экземпляров в выборке; 
Sq – число экземпляров в q-м кластере (листе дерева); 
w – параметры модели; 

q
jw  – вес j-го входа частной модели q-го кластера; 

),(, iq
jw η  – весовой коэффициент j-го входа i-го 

нейрона η -го слоя нейросети q-й модели; 
x – набор экземпляров выборки; 
xs – s-й экземпляр выборки; 
xs

j – значение входного j-го признака s-го экземп-
ляра выборки; 

y – набор значений выходного признака экземпля-
ров выборки; 

ys – значение выходного признака, сопоставленное 
s-му экземпляру выборки; 

y  – набор усредненных значений выходного при-
знака для кластеров; 

qy  – среднее значение выхода частной модели q-го 
кластера при подаче на ее входы координат центра q-
го кластера; 

*s
qy  – значение выходного параметра, рассчитан-

ное q-й частной моделью. 
 

ВВЕДЕНИЕ 
Для автоматизации управления объектами и про-

цессами разной природы, а также принятия решений в 
условиях неопределенности, многомерности и нели-
нейности зависимостей между их свойствами в усло-
виях отсутствия или нехватки экспертных знаний воз-
никает необходимость построения моделей зависимо-
стей по прецедентам – парам точечных наблюдений за 
моделируемой зависимостью типа «вход-выход». 

Объект исследования – процесс построения мо-
делей зависимостей по прецедентам. 

Известные методы построения количественных 
зависимостей такие, как методы регрессионного ана-
лиза [1, 2], нейронные сети [3, 4] и метод группового 
учета аргументов [5, 6] стремятся построить единую 
модель во всем пространстве признаков путем реше-
ния оптимизационной задачи, что требует больших 
затрат времени и приводит к получению сложной мо-
дели. Другие известные методы, такие как деревья 

регрессии [7, 8] и нейро-нечеткие сети [9–12], строят 
комбинацию примитивных частных моделей для об-
ластей в пространстве признаков, что позволяет упро-
стить получаемые модели, но существенно снижает 
их точность. Компромиссом между данными группа-
ми методов является метод кластер-регрессионной 
аппроксимации [13], который позволяет получать бо-
лее точные, простые и интерпретабельные модели, 
минимизируя число используемых признаков. 

Предмет исследования – методы построения ко-
личественных зависимостей по прецедентам на осно-
ве кластер-регрессионной аппроксимации. 

Цель работы – упрощение моделей кластер-
регрессионной аппроксимации путем  косвенной реали-
зации кластер-анализа в процессе построения модели. 

 
1 ПОСТАНОВКА ЗАДАЧИ 

Пусть задана обучающая выборка S прецедентов 
<x, y>, где x = {xs}, y={ys}, s = 1, 2, ..., S, xs = {xs

j}, 
 j = 1, 2, ..., N.  

Тогда задача построения модели зависимости 
y = f(w, x) заключается в нахождении такой структуры 
модели f и значений параметров модели w, при кото-
рых будет удовлетворяться критерий качества модели 
F. Как правило, для задач аппроксимации критерий 
качества модели определяют как функцию ошибки 
модели: 

( ) 0),(
1

2
→−= ∑

=

S

s

ss xwfyE . 

 
2 ОБЗОР ЛИТЕРАТУРЫ 

Методы регрессионного анализа [1, 2] позволяют 
для заданной выборки наблюдений получить полино-
миальные модели, коэффициенты которых определя-
ют в общем случае решением оптимизационной зада-
чи минимизации критерия ошибки в пространстве 
коэффициентов модели. Достоинством методов явля-
ется их универсальность. Недостатками методов яв-
ляются неинтерпретабельность получаемых моделей 
при большом числе признаков, а также проблема вы-
бора оптимальной структуры и сложности модели. 

Методы построения прогнозирующих моделей на 
основе нейронных сетей [3, 4], как правило, так же, 
как и в случае регрессионного анализа, для построе-
ния (обучения) моделей требуют решения оптимиза-
ционной задачи минимизации критерия ошибки в 
пространстве весовых коэффициентов модели. Одна-
ко сама модель имеет, как правило, специфическую 
структуру, которую можно рассматривать как иерар-
хическую комбинацию нелинейных функций и ли-
нейных полиномов. Достоинствами метода является 
его универсальность. Недостатками метода являются 
неинтерпретабельность и высокая получаемых моде-
лей, проблема выбора оптимальной структуры модели 
и параметров ее элементов, а также высокая итера-
тивность и значительные затраты времени метода. 

Метод группового учета аргументов А.Г. Ивахненко 
[5, 6] предполагает перебор моделей зависимости, на 
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основе опорных функций – полиномов различной сте-
пени, комбинирующих разные сочетания входных пе-
ременных. Для каждой модели определяются коэффи-
циенты методом регрессионного анализа [1, 2]. Среди 
всех моделей выбираются несколько наилучших. Луч-
шие из найденных моделей используются на следую-
щей итерации метода как аргументы для формирования 
более сложных моделей. Качество моделей определяет-
ся ошибкой или коэффициентом детерминации, либо 
коэффициентом парной корреляции выходного призна-
ка и входных признаков. Если найдена приемлемая мо-
дель, то метод завершает работу. Особенностью метода 
является преобразуемость полученных моделей в по-
линомиальные нейронные сети – разновидность глубо-
ких нейронных сетей.  Достоинствами метода является 
его универсальность, пригодность для выборок малого 
объема, возможность решения задачи отбора информа-
тивных признаков в процессе построения модели, 
структурированность и иерархичность получаемых 
моделей и, как следствие, их интерпретабельность. Не-
достатками метода являются существенный рост слож-
ности получаемых моделей с увеличением объема обу-
чающих данных и требований к точности модели, а 
также увеличением числа используемых входных при-
знаков, высокая итеративность и значительные затраты 
времени метода. 

Общей особенностью всех перечисленных выше 
методов является то, что они стремятся построить во 
всем пространстве исходных признаков единую по-
линомиальную модель, коэффициенты которой под-
бираются путем решения оптимизационной задачи. 
Такой подход оказывается весьма затратным при 
большом числе признаков и экземпляров, а также со-
пряжен с проблемой выбора начальной точки поиска, 
задания оптимальной структуры и параметров сети. 

Методы построения деревьев регрессии [7, 8] ие-
рархически разбивают исходное пространство на об-
ласти (кластеры), в которых находят среднее значение 
выхода для попавших в кластер экземпляров. Это 
значение присваивается выходному признаку всех 
экземпляров, которые попадут в данный кластер. Дос-
тоинством данной группы методов является простота 
и интерпретабельность получаемых моделей, а также 
возможность попутного решения задач кластер-
анализа и отбора информативных признаков. Недос-
татками методов данной группы являются низкая 
точность получаемых моделей, а также неоднознач-
ность в иерархической комбинации проверок для от-
несения экземпляра к кластеру. 

Методы построения прогнозирующих моделей на 
основе нейро-нечетких сетей [9–12] представляют 
модель зависимости комбинацией линейных регрес-
сионных моделей зависимостей выходного признака 
от входных признаков для отдельных областей в про-
странстве признаков (кластеров), определяемых пра-
вилами, задаваемыми экспертами или получаемыми в 
результате кластер-анализа. Достоинством получае-
мых моделей является их интерпретабельность. Не-
достатками данных методов является то, что полу-

чаемые модели оказываются недостаточно точными, 
при большом числе исходных признаков модели по-
лучаются крайне сложными, а время на их построение 
также существенно возрастает. Кроме того, к недос-
таткам следует отнести зависимость методов данной 
группы от наличия экспертных знаний или необходи-
мость проведения предварительного кластер-анализа. 

Общей для деревьев решений и нейро-нечетких 
сетей особенностью построения численных моделей 
является то, что они вместо построения единой для 
всего пространства признаков модели строят сово-
купность иерархически получаемых в результате кла-
стер-анализа линейных моделей. Достоинством полу-
чаемых моделей является их интерпретабельность. 
Недостатком получаемых моделей является их низкая 
точность. 

Предложенный в [13] метод кластер-
регрессионной аппроксимации комбинирует достоин-
ства и устраняет недостатки рассмотренных выше 
групп методов. В исходном пространстве признаков 
выделяются кластеры, для которых метод строит ча-
стные модели. При этом в каждом кластере строится 
набор моделей, использующих наименьший по разме-
ру набор наиболее информативных признаков для 
построения частной модели, а сами частные модели 
строятся как линейные или нейросетевые. Данный 
метод также имеет нейросетевую [13] и нейро-
нечеткую интерпретации [14, 15]. 

Достоинством метода кластер-регрессионной ап-
проксимации является то, что он позволяет получать 
более точные модели, чем нейро-нечеткие и деревья 
решений, но при этом, в отличие от нейронных сетей, 
строит для каждого кластера отдельно частные моде-
ли, стремясь минимизировать число признаков для 
каждой частной модели, что позволяет получать более 
простые и интерпретабельные модели. Недостатком 
метода кластер-регрессионной аппроксимации [13] 
является то, что он нуждается в реализации кластер-
анализа, в процессе которого использует весь набор 
исходных признаков. 

Поэтому актуальной задачей является усовершен-
ствование метода кластер-регрессионной аппрокси-
мации путем косвенной реализации кластер-анализа в 
процессе построения модели. 

 
3 МАТЕРИАЛЫ И МЕТОДЫ 

Рассмотрим базовый метод кластер-регрессионной 
аппроксимации. Он разбивает выборку в пространст-
ве признаков на компактные группы экземпляров – 
кластеры, для экземпляров каждого кластера строит 
частные регрессионные модели, стремясь минимизи-
ровать сложность модели и число используемых при-
знаков. Однако полученная модель все же может ока-
заться избыточной. Поэтому предлагается после по-
строения модели упростить ее посредством контра-
стирования весов модели. Формально данный метод 
может быть записан следующим образом. 

1. Этап выделения кластеров. На основе экземпля-
ров заданной обучающей выборки <x, y> с помощью 
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заданного метода кластер-анализа [16, 17] выделить 
кластеры в пространстве признаков, определив коор-
динаты их центров {Cq}, Cq = {Cq

j}, q = 1, 2, ..., Q, 
j = 1, 2, ..., N. 

2. Этап кластер-анализа обучающей выборки. Оп-
ределить принадлежность каждого s-го экземпляра xs 
выборки <x, y> к кластерам, s = 1, 2, ..., S:  

– найти расстояния от экземпляра xs до центра ка-
ждого кластера ),( qs CxR  в метрике соответствующе-
го метода кластер-анализа; 

– отнести экземпляр xs к тому кластеру qs, рас-
стояние до центра которого от экземпляра является 
наименьшим: 

 

)},({minarg
,...,2,1
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Qq

s CxRq
=
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3. Этап построения частных моделей для класте-

ров. Для экземпляров q-го кластера, q = 1, 2, ..., Q: 
– если в q-й кластер попал только один экземпляр, 

то принять его как синглтон, задав частную модель-
функцию кластера как константу: 

 

fq = {xs qqs s =∃ :! }; 
 
– если в q-й кластер попало более одного экземп-

ляра, то оценить индивидуальную информативность 
каждого j-го признака по отношению к выходному 
признаку y для экземпляров q-го кластера ),( yxI j

q  
(например, на основе модуля коэффициента парной 
корреляции [2]), построить для экземпляров q-го кла-
стера одномерную линейную регрессионную модель 
зависимости выходного признака y от индивидуально 
наиболее информативного входного признака 

 
fq = wq

1xs
j+wq

0 
 

с помощью метода наименьших квадратов [1, 2], оце-
нить ошибку полученной частной q-й модели Eq, если 
ошибка Eq является приемлемой (например, если 
Eq(Sq/S) ε≤ , где ε  – заданное максимально допусти-
мое значение ошибки для всей выборки), то перейти к 
следующему кластеру, в противном случае: построить 
для экземпляров q-го кластера многомерную линей-
ную регрессионную модель зависимости выходного 
признака от всего набора входных признаков [1, 2]:  
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j
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j

qq xwwf
1

0 , 

 
оценить ошибку полученной частной q-й модели Eq, 
если ошибка Eq является приемлемой (например, если 
Eq(Sq/S) ε≤ ), то перейти к следующему кластеру, в про-

тивном случае: построить для экземпляров q-го кластера 
многомерную нелинейную модель зависимости выход-
ного признака от всего набора входных признаков на 
основе однослойного персептрона [18]: 
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(при этом возможно придется нормировать выходной 
параметр, отображая его значения на интервал значе-
ний функции qψ ), используя для обучения метод 
Уидроу-Хоффа [18], оценить ошибку полученной ча-
стной q-й модели Eq, если ошибка Eq является прием-
лемой (например, если Eq(Sq/S) ε≤ ), то перейти к сле-
дующему кластеру, в противном случае: построить 
для экземпляров q-го кластера частную многомерную 
нелинейную модель зависимости выходного признака 
y от всего набора входных признаков на основе двух-
слойного персептрона [3, 4]:  
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обучаемого на основе метода Левенберга-Марквардта 
[19] и техники обратного распространения ошибки 
[20], оценить ошибку полученной частной q-й модели 
Eq, если ошибка Eq является приемлемой (например, 
если Eq(Sq/S) ε≤ ), то перейти к следующему кластеру, 
в противном случае либо продолжить по аналогии 
наращивать число слоев в частной модели, либо при-
нять как частную модель q-го кластера наиболее точ-
ную из построенных частных моделей. 

4. Этап упрощения моделей. Для всех кластеров, 
для которых построены многомерные регрессионные 
модели, последовательно перебрать сочетания призна-
ков, удаляя k наименее индивидуально информативных 
признаков (k = 1, 2, ..., N–1), установив их веса в част-
ной модели q-го кластера равными нулю, до тех пор, 
пока ошибку соответствующей частной модели остает-
ся приемлемой. Для всех кластеров, для которых по-
строены многомерные нейромодели, выполнить кон-
трастирование весов [21], до тех пор, пока ошибки ча-
стных нейромоделей являются приемлемыми. Если 
некоторые из исходных признаков исключены из всех 
частных моделей, то удалить их из выборки. 

5. Этап синтеза модели. На основе полученного 
набора центров кластеров и построенных частных 
моделей синтезировать кластер-регрессионную [13], 
нейросетевую [13] или нейро-нечеткую модель [14, 
15], либо дерево регрессии специального вида, опи-
санным ниже методом.  

Метод синтеза дерева регрессии на основе постро-
енной кластер-регрессионной аппроксимации пред-
полагает, что каждый лист дерева (узел, не имеющий 
потомков) считается кластером. При этом, в отличие 
от известных методов построения деревьев регрессии, 
где листы содержат лишь среднее значение выходно-
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го признака для попавших в них экземпляров, в пред-
лагаемом методе в каждом листе находится функция 
частной модели. Предлагаемый метод состоит из сле-
дующих этапов. 

1. Этап формирования псевдовыборки. Сформиро-
вать псевдоэкземпляры на основе центров выделенных 
кластеров {Сq}, приняв за координаты входных призна-
ков псевдоэкземляров координаты центров кластеров 
Сq={Сq

j}, а в качестве выхода – среднее значение выхода 
частной модели соответствующего кластера при подаче 
на ее входы координат центра кластера: 
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2. Этап построения дерева решения. Для выборки 

псевдоэкземпляров <C, y >, C = {Сq}, }{ qyy = , по-
строить деревья регрессии на основе известных мето-
дов построения деревьев регрессии [7, 8]. Отобрать из 
них наилучшую в смысле точности модель – дерево, 
обеспечивающее наименьшую ошибку. 

3. Этап задания частных моделей. Относительно 
построенного наилучшего дерева распознать экземп-
ляры обучающей выборки, определив их попадание в 
листовые узлы дерева. Для экземпляров каждого со-
ответствующего q-го листа-кластера задать частную 
модель fq, выполнив третий этап описанного выше 
метода кластер-регрессионной аппроксимации. 

4. Этап редукции дерева регрессии. Просматривая 
полученное дерево снизу вверх (от листов к корню): 

– если текущий q-й узел является листом, то про-
пустить его, перейдя к следующему узлу; 

– если текущий q-й узел не является листом и один 
из его потомков также не является листом, то пропус-
тить его, перейдя к следующему узлу; 

– если текущий q-й узел не является листом, а все 
его потомки являются листами, то для экземпляров 
узлов-потомков данного узла построить частную рег-
рессионную модель fq подобно третьему этапу опи-
санного выше метода кластер-регрессионной аппрок-
симации и оценить ее ошибку Eq для экземпляров 
данных узлов. Если модель fq обеспечивает приемле-
мую ошибку (Eq(Sq/S) ε≤ ), то внести ее в текущий q-й 
узел, а узлы потомки q-го узла удалить и далее счи-
тать q-й узел листом. 

Построенное дерево можно использовать как са-
мостоятельную модель, а также для построения ней-
росетевых моделей на основе кластер-регрессионной 
аппроксимации. 

Метод построения нейромодели на основе дерева 
регрессии можно представить следующим образом. 

1. Этап кластеризации выборки. Распознать задан-
ную обучающую выборку <x, y> по построенному дере-
ву регрессии и определить принадлежность qs каждого 
экземпляра xs к узлам-листам (кластерам) дерева. 

2. Этап определения центров кластеров. Для эк-
земпляров каждого q-го кластера (листа дерева) найти 
координаты его центра Cq ={Cq

j}: 

∑
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1
}|{1 , j = 1, 2, ..., N, q = 1,2, ..., Q. 

3. Этап построения модели. На основе найденных 
координат центров кластеров {Cq} и частных моделей 
узлов-кластеров {fq} построить кластер-
регрессионную модель в виде нейронной [13] или 
нейро-нечеткой сети [14, 15]. 

Предложенный комплекс методов позволяет на 
основе заданной выборки синтезировать кластер-
регрессионную модель, на основе которой построить 
дерево регрессии, которое также может быть преобра-
зовано в кластер-регрессионную модель. 

 
4 ЭКСПЕРИМЕНТЫ 

Выбор модели для конкретной задачи определяет-
ся наличием у нее свойств, важных для пользователя. 

Для сравнения моделей рассмотрим наиболее важ-
ные их свойства и определим показатели, количест-
венно их характеризующие.  

Ключевым показателем свойств модели является 
ее ошибка E. Также модель характеризуется числом 
настраиваемых параметров Nw, и числом используе-
мых признаков N′. 

Известные из литературы [22–24] информационные 
критерии качества моделей такие, как критерий Хан-
нан-Квинн (Hannan-Quinn Criterion), информационный 
критерий Байеса (Bayesian Information Criterion), ми-
нимум длины описания (Minimum Description Length), 
кратчайшее описание данных (Shortest Data 
Description), информационный критерий Акайке (AIC), 
скорректированный АIC (Corrected AIC), несмещенный 
АIC (Unbiased AIC), состоятельный AIC (Consistent 
AIC), китерий Маллоу (Mallow Criterion), зависят от 
ошибки модели, размерности обучающей выборки 
(числа экземпляров и числа признаков), числа настраи-
ваемых параметров модели и предельно допустимого 
числа параметров модели [25–27].  

Поскольку при сравнении моделей, как правило, 
предполагается одинаковость выборок, то объем выбо-
рок целесообразно исключить из критериев сравнения. 
Поскольку деревья регрессии и нейросети являются 
графами, то при определении числа настраиваемых 
параметров таких моделей представляется целесооб-
разным принять во внимание тот факт, что связь счита-
ется отсутствующей, если ее вес равен нулю, таким 
образом, следует из числа настроенных параметров 
модели исключить веса, равные нулю. В то же время 
различные синтезированные модели могут использо-
вать не все из представленных в выборке признаков. 
Поэтому число признаков, используемых в модели, 
следует рассматривать как важную особенность при их 
сравнении. На основе данных соображений определим 
интегральный информационный критерий: 
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N>0, NN ≤' , max
wN  > 0, 

wwww NNNN ≤≤ =0
max, , 0≥E . 

 
Критерий IIC будет принимать значения в диапазо-

не от нуля до единицы. Чем меньше будет его значе-
ние, тем хуже модель, а чем больше – тем лучше. 

Уверенность в принимаемом решении – субъек-
тивная оценка моделью принятого решения. 

Для кластер-регрессионной аппроксимации уве-
ренность q-й частной модели может характеризовать-
ся расстоянием распознаваемого s-го экземпляра до 
центра кластера q-й частной модели, а также мгно-
венной ошибкой (если имеется проверочная выборка): 
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Применительно ко всей модели и всей выборке 
показатель уверенности модели в принимаемом ре-
шении может быть определен следующим образом:  
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При отсутствии информации о фактическом зна-

чении выходного признака показатель уверенности 
будет определяться формулой: 
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Показатели субъективной уверенности будут прини-

мать значения в интервале [0, 1]: чем выше будет значе-
ние показателя, тем ближе по свойствам распознаваемый 
экземпляр к сформированным сетью эталонам и тем 
больше сеть уверена в принимаемом решении. 

Обобщение – способность модели интегрировать 
частные данные для определения закономерностей и 
пролонгации результатов, то есть после обучения на 
основе обучающей выборки выдавать ответы для эк-
земпляров тестовой выборки, подобных экземплярам 
обучающей выборки, но не входивших в нее. 

Коэффициент обобщения построенной модели оп-
ределим по формуле: 
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где N>0, NN ≤' , 0,1,1 ≥≥≥ ENN nw . 

Если коэффициент обобщения будет существенно 
больше единицы, то модель проявляет большие 
обобщающие способности, если же коэффициент 
обобщения существенно меньше единицы, то модель 
не проявляет обобщающих свойств. 

Для удобства сравнения различных моделей опре-
делим масштабированный коэффициент обобщения: 
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Масштабированный коэффициент обобщения бу-

дет принимать значения в диапазоне от нуля до еди-
ницы: чем больше будет его значение, тем более вы-
сокие обобщающие свойства проявляет модель, а 
также обеспечивает меньшую ошибку. 

Логическая прозрачность (интерпретабельность) 
модели – свойство модели быть удобной для воспри-
ятия и анализа человеком. Очевидно, что модель, ко-
торая содержит как можно меньше функциональных 
узлов и связей является более простой, но, с другой 
стороны, при фиксированном числе узлов и связей 
модель будет тем удобнее для восприятия и анализа, 
чем более иерархической она является и чем меньше 
входов у каждого узла. 

Интерпретабельность узла будем определять по 
формуле: 
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где ),η( in  для деревьев и кластер-регрессионной ап-

проксимации определим порядком полинома, реали-
зуемого узлом, а для нейронов – суммой порядков 
полиномов весовой и активационной функций. 

Интерпретабельность модели оценим как интер-
претабельность итогового узла модели (для нейрон-
ной сети слои будем последовательно нумеровать от 
входного к выходному, а для дерева – наоборот, от 
листов к корню):  

 
)1,(

interp.interp.
MII = . 

 
Предложенный показатель интерпретабельности 

будет принимать значения в диапазоне (0, 1]: чем 
больше будет его значение, тем более удобной для 
восприятия будет модель. 

На основе введенных показателей определим ин-
тегрированный показатель качества модели как муль-
типликативный показатель: 
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ICcertgenQ IIIII interp.
*= , 

 
либо как аддитивный: 

 

4
interp.

*
ICcertgen

Q
IIII

I
+++

= . 

 
Значение показателя качества модели будет нахо-

диться в диапазоне от нуля до единицы. Чем больше 
будет значение данного показателя, тем лучше будет 
модель. 

Предложенные в работе методы, а также показате-
ли, характеризующие их качество, были программно 
реализованы и экспериментально исследованы при 
решении задачи моделирования зависимости коэффи-
циента упрочнения лопаток газотурбинных авиадви-
гателей [28], для которой имелось 63 экземпляра, ха-
рактеризовавшихся 9 входными и одним выходным 
признаками. 

 
5 РЕЗУЛЬТАТЫ 

Результаты проведенных экспериментов представ-
лены в табл. 1. 

Как видно из табл. 1, предложенные показатели 
позволяют сравнивать качество регрессионных, ней-
росетевых и кластер-регрессионных моделей, а также 
моделей на основе деревьев регрессии. 

Наиболее низким уровнем ошибки обладают кла-
стер-регрессионная модель и модель на основе дерева 
регрессии, синтезированная на основе кластер-
регрессионной аппроксимации. 

Наиболее высоким уровнем информационного 
критерия обладает дерево регрессии на основе кла-
стер-регрессионной модели. 

Наиболее высоким уровнем интерпретабельности 
обладают многомерная линейная регрессионная мо-
дель и однослойный персептрон. 

Кластер-регрессионная модель и модель дерева 
регрессии, синтезированная на ее основе, обладают 
сравнимым уровнем уверенности. Для остальных мо-

делей данный показатель не определен и принят рав-
ным нулю.  

Наиболее высоким уровнем обобщения данных 
обладает однослойный персептрон. 

Наиболее высоким уровнем показателя качества 
обладает дерево регрессии на основе кластер-
регрессионной модели. 

 
6 ОБСУЖДЕНИЕ 

Результаты проведенных экспериментов подтвер-
дили работоспособность разработанных методов и 
реализующих их программных средств. 

В отличие от традиционных методов построения 
регрессионных моделей [1, 2], строящих модель на 
основе функции, единой для всего признакового про-
странства формы, предложенный метод формирует 
иерархическую комбинацию частных моделей.  

В отличие от известных методов построения де-
ревьев регрессии [7, 8], листовые узлы которых со-
держат усредненные значения выходного признака 
для кластеров, предложенный метод формирует дере-
во, состоящее из частных моделей для кластеров, что 
позволяет обеспечить большую точность модели.  

В отличие от традиционных методов построения 
нейросетевых моделей на основе слоистых сетей пря-
мого распространения [3, 4], строящих единую мо-
дель для всего признакового пространства, предло-
женный метод формирует иерархическую комбина-
цию частных моделей.  

При этом модели, синтезированные на основе 
предложенного метода, обеспечивают приемлемую 
точность решения задачи, высокую интерпретабель-
ность, высокий уровень обобщения данных, высокую 
уверенность в принимаемом решении, а по совокуп-
ности свойств обеспечивают наиболее высокий уро-
вень качества модели. 

Это позволяет рекомендовать предложенные ме-
тоды и реализующее их программное обеспечение для 
использования на практике при решении задач по-
строения моделей количественных зависимостей по 
прецедентам. 
 

Таблица 1 – Результаты экспериментов 
Вид модели 'N  wN  E  ICI  

certI  genI *  interp.I  
QI  

Многомерная линейная регрессия (полином первого 
порядка) 9 10 0,2730 0,0000 0 0,7611 0,0053 0,1916 

Многомерная линейная регрессия (полином второго 
порядка) 9 55 0,0211 0,0000 0 0,9791 0,0016 0,2452 

Многомерная линейная регрессия (полином третье-
го порядка) 9 220 0,0024 0,7119 0 0,9268 0,0004 0,4098 

Дерево регрессии 9 138 0,2894 0,1302 0 0,3994 0,0007 0,1326 
Однослойный персептрон 9 10 0,0704 0,0000 0 0,7703 0,0053 0,1939 
Двухслойная нейронная сеть прямого распростра-
нения сигнала 9 56 0,0149 0,0000 0 0,8281 0,0015 0,2074 

Трехслойная нейронная сеть прямого распростране-
ния сигнала 9 65 0,0023 0,0000 0 0,8488 0,0014 0,2125 

Кластер-регрессионная модель 7 53 0,0012 0,6720 0,9999 0,8934 0,0021 0,6418 
Дерево регрессии на основе кластер-регрессионной 
модели 7 24 0,0012 0,8508 0,9999 0,9656 0,0040 0,7051 
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ВЫВОДЫ 
В работе рассмотрена задача автоматизации по-

строения моделей количественных зависимостей по 
прецедентам. 

Научная новизна результатов работы состоит в 
том, что: 

– впервые предложен метод древовидной кластер-
регрессионной аппроксимации, который для заданной 
обучающей выборки строит дерево для иерархиче-
ской кластеризации экземпляров, листовые узлы ко-
торого соответствуют кластерам, для каждого класте-
ра строит частную модель зависимости по экземпля-
рам обучающей выборки, попавшим в кластер, стре-
мясь обеспечить наименьшую сложность модели, и 
использует набор наиболее информативных призна-
ков наименьшей длины. Это позволяет обеспечить 
приемлемую точность модели, высокие уровни ин-
терпретабельности и обобщения данных, снизить 
сложность модели, упростить ее реализацию при по-
следовательной организации вычислений; 

– предложен комплекс показателей, позволяющих 
количественно характеризовать такие свойства как 
уверенность в принимаемом решении, обобщение 
данных, интерпретабельность, качество для моделей 
различных видов: нейронных и нейро-нечетких сетей, 
регрессионных моделей, деревьев регрессии и кла-
стер-регрессионных моделей. Предложенный ком-
плекс позволяет сравнивать различные модели зави-
симостей, а также формировать на его основе крите-
рии качества моделей, которые можно использовать 
при обучении и упрощении, а также выборе моделей 

Практическая ценность полученных результатов 
заключается в том, что разработано программное 
обеспечение, реализующее предложенные метод дре-
вовидной кластер-регрессионной аппроксимации и 
показатели качества моделей. Разработанный метод и 
реализующее его программное обеспечение исследо-
ваны при решении практических задач прогнозирова-
ния. Проведенные эксперименты подтвердили рабо-
тоспособность разработанного математического обес-
печения и позволяют рекомендовать его для исполь-
зования на практике. 

Перспективы дальнейших исследований заклю-
чаются в том, чтобы опробовать предложенный метод 
на более широком классе прикладных задач, исследо-
вать зависимости скорости и точности (ошибки) его 
работы от объема используемых выборок и числа 
признаков в исходной выборке.  
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МЕТОДИ СИНТЕЗУ МОДЕЛЕЙ КІЛЬКІСНИХ ЗАЛЕЖНОСТЕЙ В БАЗІСІ ДЕРЕВ РЕГРЕСІЇ, 
ЩО РЕАЛІЗУЮТЬ КЛАСТЕР-РЕГРЕСІЙНУ АПРОКСИМАЦІЮ ЗА  ПРЕЦЕДЕНТАМИ 

Субботін С. О. – д-р техн. наук, професор, завідувач кафедри програмних засобів Національного університету «Запорі-
зька політехніка», Запоріжжя, Україна. 

AНОТАЦІЯ 
Актуальність. Для прийняття рішень в технічних застосуваннях, як правило, необхідно мати модель, що дозволяє про-

гнозувати стан керованого об’єкта або процесу. Об’єктом дослідження є процес побудови моделей залежностей за спосте-
реженнями. Предметом дослідження є методи побудови кількісних залежностей за спостереженнями на основі кластер-
регресійної апроксимації. 

Мета роботи – спрощення моделей кластер-регресійної апроксимації шляхом непрямої реалізації кластер-аналізу в про-
цесі побудови моделі. 

Метод. Запропоновано метод деревовидної кластер-регресійної апроксимації, який для заданої навчальної вибірки будує 
дерево для ієрархічної кластеризації екземплярів, листові вузли якого відповідають кластерам, для кожного кластера будує 
часткову модель залежності за екземплярами навчальної вибірки, що потрапили у кластер, прагнучи забезпечити найменшу 
складність моделі і використовує набір найбільш інформативних ознак найменшої довжини. Це дозволяє забезпечити при-
йнятну точність моделі, високі рівні інтерпретабельності й узагальнення даних, знизити складність моделі, спростити її реа-
лізацію при послідовній організації обчислень. 

Результати. Розроблено програмне забезпечення, що реалізує запропонований метод деревовидної кластер-регресійної 
апроксимації. Розроблений метод і програмне забезпечення, що його реалізує, досліджені під час вирішення практичних 
завдань прогнозування. Проведені експерименти підтвердили працездатність розробленого математичного забезпечення і 
дозволяють рекомендувати його для використання на практиці. 

Висновки. На відміну від традиційних методів побудови регресійних моделей, які будують модель на основі функції, 
єдиної форми для усього простору ознак, запропонований метод формує ієрархічну комбінацію часткових моделей. На від-
міну від відомих методів побудови дерев регресії, листові вузли яких містять усереднені значення вихідної ознаки для клас-
терів, запропонований метод формує дерево, що складається з часткових моделей для кластерів, що дозволяє забезпечити 
більшу точність моделі. 

КЛЮЧОВІ СЛОВА: моделювання, кластер-регресійна апроксимація, оцінювання, дерева рішень, регресійний аналіз. 
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ABSTRACT 
Context. To make decisions in technical applications, it is usually necessary to have a model that allows you to predict the state 

of a managed object or process. The object of the study is the process of building dependency models by use cases. The subject of the 
study are the methods for constructing quantitative dependencies based on cluster-regression approximation precedents. 

Objective. The aim of the paper is to simplify cluster regression approximation models by indirectly implementing cluster analy-
sis in the process of model building. 

Method. A tree-based cluster-regression approximation method is proposed which, for a given training sample, constructs a tree 
for hierarchical clustering of instances whose leaf nodes correspond to clusters, for each cluster, constructs a particular model of de-
pendence on instances of the training sample that fall into the cluster, in order to provide the least complexity of the model and uses 
the set the most informative features of the shortest length. This allows to ensure an acceptable accuracy of the model, high levels of 
interpretation and generalization of data, to reduce the complexity of the model, and to simplify its implementation in the sequential 
organization of calculations. 

Results. The software that implements the proposed method of tree-like cluster-regression approximation is developed. The de-
veloped method and the software implementing it are investigated in solving practical problems of prediction. The conducted ex-
periments confirmed the working capacity of the developed software and allow to recommend it for use in practice. 

Conclusions. Unlike traditional methods of regression model constructing that build a model based on a function form that is 
uniform for the entire feature space, the proposed method forms a hierarchical combination of particular models. Unlike the well-
known methods of regression tree constructing whose leaf nodes contain averaged values of the output feature for clusters, the pro-
posed method forms a tree consisting of particular models for clusters, which allows to ensure greater accuracy of the model. 

KEYWORDS: modeling, cluster-regression approximation, estimation, decision trees, regression analysis. 
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